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Data representations in generative modeling

This thesis presents a series of publications contributing to an in-depth understanding and development of
generative models. We specifically focus on two recent approaches: generative autoencoders and diffusion-
based generative models. We analyse how these methods build internal data representations and how they
change when a model is retrained with additional data. We also propose several novel methods for
generative modelling and their extensions to a continual learning setup.

In the first part of our work, we provide an overview of different generative autoencoders. We then
introduce a novel model which allows for flexible encoding of examples into data representations,
leveraging an additional neural network for sampling new data points.

In the second part, we move on to the recently proposed diffusion-based generative models. We begin by
presenting an in-depth analysis of how the intermediate representations of images change with diffusion
timesteps. Next, we introduce a novel joint model that demonstrates how the data representations generated
by a diffusion model can be utilised to enhance performance in downstream tasks.

Finally, we extend our analysis to a continual learning scenario. Here, we show that generative approaches
can be used as a universal method for continuous knowledge accumulation within models. To that end, we
introduce two methods for continual generative modelling. In the first one, we propose a binary autoencoder
that efficiently stores past experiences, while the second one is a method for the continuous alignment of
data representations in the Variational Autoencoder's latent space.

Overall, our work contributes to the development of generative models through an in-depth analysis of their
internal representations and novel ways of their application to real-life problems and continual-learning
scenario.

Keywords: Generative Models, Continual Learning, Variational Autoencoder, Diffusion Models



Reprezentacje danych w modelowaniu generatywnym

W niniejszej pracy przedstawiamy seri¢ publikacji po$wiecong analizom i oryginalnym metodom
modelowania generatywnego. W szczegolnosci skupiamy si¢ na sposobie budowania reprezentacji danych
za pomoca powyzszych metod. Badamy tez jak wewnetrzne reprezentacje zmieniajg si¢ przy
dotrenowywaniu modelu w oparciu o dodatkowe dane. W ramach przedstawionych prac proponujemy kilka
nowych modeli generatywnych, wraz z ich rozszerzeniem do problemu uczenia ciaglego.

W pierwszej czesci pracy, dokonujemy przegladu réznych autoenkoderow generatywnych. Nastepnie
przedstawiamy nasz nowy model, ktory umozliwia elastyczne kodowanie przyktadow do wewnetrznych
reprezentacji, wykorzystujac dodatkowa sie¢ neuronowa do prébkowania nowych obserwacji.
W drugiej czesci, przechodzimy do zaproponowanych niedawno modeli generatywnych dziatajacych na
zasadzie procesu dyfuzji. W pierwszej kolejnosci przedstawiamy analizy tego jak tymczasowe
reprezentacje danych zmieniaja si¢ wraz z krokami dyfuzji. Nastepnie wprowadzamy nowy model taczny,
za pomoca ktorego pokazujemy jak reprezentacje danych tworzone w procesie dyfuzji moga byé
wykorzystane do poprawy wydajnosci w roznych zadaniach.

Nastepnie, rozszerzamy nasza analize na problem uczenia ciaglego. W zagadnieniu tym pokazujemy ze
modele generatywne mogg by¢ uzywane jako uniwersalna metoda do gromadzenia wiedzy naptywajacej w
porcjach. W szczegdlnosci, przedstawiamy nasze dwie autorskie metody. W pierwszej wprowadzamy
binarny autoenkoder, ktéry wykorzystujemy do efektywnego przechowywania przesztych doswiadczen.
Natomiast w drugiej pracy, pokazujemy jak wykorzysta¢ wariacyjny autoenkoder do ciaglej konsolidacji
wiedzy poprzez uspojnianie ukrytych reprezentacji danych.

Podsumowujac, w niniejszej pracy prezentujemy doglebng analiz¢ wewngtrznych reprezentacji modeli
generatywnych oraz ich nowatorskie zastosowania w realnych aplikacjach, wtaczajac w to problem uczenia

ciaglego.

Sowa kluczowe: Modele Generatywne, Uczenia Ciagle, Autoenkodery Wariacyjne, Modele Dyfuzyjne
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1 Analiza strony merytorycznej rozprawy

Rozprawe doktorska stanowi zbidr facznie pieciu: czterech opublikowanych oraz jednego oczekujace-
go na druk (zaakceptowanego), powigzanych tematycznie artykutéw naukowych.!

1.1 Obszar problemowy

Praca doktorska skupia si¢ na zadaniu uczenia reprezentacji danych w przestrzeniach posiadajacych
strukture uzyteczng do wykorzystania w zadaniach docelowych (np. klasyfikacja, predykcja) z wy-
korzystaniem modeli generatywnych. Swa podstawe rozwazan na ten temat wywodzi z mozliwoSci
stojacych za architekturami glebokich sieci neuronowych takich jak klasyczny autokoder, wariacyj-
ny autokoder, generatywnymi sieciami wspotzawodniczacymi (ang. Generative Adversarial Networks
(GAN5)) oraz dyfuzyjnymi modelami generatywnymi (ang. Diffusion-based Deep Generative Models
(DDGMs)).

W rozprawie skupiono si¢ na badaniu wewnetrznych mechanizméw réznych modeli generatyw-
nych, starajac si¢ odpowiedzie¢ na trzy zasadnicze pytania badawcze. Pierwsze z nich dotyczy sposo-
bu kodowania przyktadéw danych w reprezentacjach przydatnych dla modelowania generatywnego,
drugie dotyczy mozliwoSci wykorzystania reprezentacji danych nauczonej w sposob nienadzorowany
przez modele generatywne poza zadaniem modelowania generatywnego, a ostatnie dotyczy wplywu
retrenowania (dotrenowywania) modeli z wykorzystaniem dodatkowych danych na zmiany reprezen-
tacji oraz mozliwosci taczenia wiedzy wprowadzanej do modelu generatywnego w oddzielnych zada-
niach poprzez dopasowywanie reprezentacji (ang. alignment). W ogdlnosci, przez doktadne zbadanie
tych trzech pytan badawczych, rozprawa dazy do glebszego zrozumienia mechanizméw dziatania mo-
deli generatywnych, ich ograniczen oraz mozliwosci ich zastosowania w réznorodnych dziedzinach.
Niewielka wadg tych pytani badawczych jest ich szeroki zakres i duze spektrum mozliwosci, co do
rodzaju badan, ktére mozna na ich podstawie przeprowadzi¢. Chociaz kazde z pytar jest niewatpliwie
interesujace, nie daja one jednozacznego obrazu problemu, ktéry planuje si¢ rozwiazaé. Na przyktad,

'jedna z publikacji jest w druku w ramach konferencji ECML 2023, ktéra odbywa si¢ w terminie 18-22.09.2023

1z6



£ 9

trudno jest okreslié, jakie kryteria powinna spetnia¢ “uzyteczna reprezentacja” (np. takie jak inwarian-
cje czy ekwiwariancje) lub co doktadnie oznacza “uzyteczno$¢” w konteks$cie innych zadan niz gene-
ratywne. Mimo to, zastosowane podejscie do sformutowania pytart badawczych w pracy jest zgodne z
obecnym trendem, zwlaszcza gdy badania maja charakter empiryczny, a rezultaty powstaja w ramach
materialnych artefaktéw naukowego procesu twérczego.

Pierwszy rozdzial pracy stanowi kompleksowe wprowadzenie do gtéwnych pytan i obszaréw ba-
dawczych rozprawy, ukazujac je w konteks$cie istniejagcych metod i potencjalnych zastosowan w ucze-
niu maszynowym i sztucznej inteligencji. Obejmuje on réwniez oméwienie pi¢ciu opublikowanych
wynikow naukowych i wskazuje na dodatkowe publikacje, ktore nie zostaly wtaczone do tresci roz-
prawy.

Rozdziatl drugi wprowadza podstawowe koncepcje zwigzane z poruszang tematyka i przedstawia
trzy rézne rodzaje modeli generatywnych: (1) generatywne autokodery, jako szczegdlny przypadek
autokoderow, posiadajacych pewne ograniczenia w kontekScie modelowania generatywnego, i ich roz-
szerzenia do wariacyjnych autokoderdw, (2) generatywne sieci wspotzawodniczace (GAN) z omowie-
niem ich zalet i wad, w tym braku zdolnoSci uczenia reprezentacji dla konkretnych danych wejscio-
wych, oraz (3) dyfuzyjne modele generatywne (DDGMs), ktdre sg postrzegane jako bardzo glebokie
wariacyjne autoenkodery z okre§lonym rodzajem posteriorow wariacyjnych. W rozdziale zawarte sg
wybrane detale techniczne zwiagzane z treningiem i modelowaniem tych sieci, a rozdzial dostarcza
analize podstawowych podejs¢ do generatywnego modelowania danych.

Rodziat trzeci przedstawia poglebiong analize podejS¢ zwigzanych juz z konkretnymi propozycja-
mi przedstawionych w doktoracie rezultatéw badawczych, w tym oméwiono wybrane metody, ktére
koncentrujg si¢ na reprezentacjach ukrytych z generatywnych autoenkoderéw, generatywnych modeli
dyfuzyjnych i ich zastosowan do réznych zadan, w tym zadan fizyki wielkich energii. Oméwiono rézne
rozszerzenia i modyfikacje modeli generatywnych opartych na dyfuzji (DDGMs), ktére zapropono-
wane zostaly w literaturze, w tym dla wielu modalnosci danych rozwazanych tacznie. Podkreslono, ze
generatywne modele odgrywaja kluczowag role w bardzo réznych dziedzinach, od syntezy mowy po
analizy biomedyczne. Ogdlnie rzecz biorac, rozdziat zawiera doglebng analize¢ i r6znorodne zastoso-
wania modeli generatywnych w r6znych dziedzinach nauki.

Kolejne trzy rozdziaty zawieraja teksty opublikowanych, badZ zaakceptowanych do publikacji prac,
ktore stanowia pierwsza cze¢s¢ zbioru publikacii, t.j.,

rozdzial czwarty - Deja, K., Dubinski, J., Nowak, P., Wenzel, S., Spurek, P., & Trzcinski, T. (2020).
End-to-end sinkhorn autoencoder with noise generator. IEEE Access, 9, 7211-
7219.

rozdziat piaty - Deja, K., Kuzina, A., Trzcinski, T., & Tomczak, J. (2022). On analyzing generative
and denoising capabilities of diffusion-based deep generative models. Advances
in Neural Information Processing Systems, 35, 26218-26229.

rozdzial szosty - Deja, K., Trzcinski, T.,& Tomczak, J. M. (2023). Learning Data Representations
with Joint Diffusion Models. zaakceptowany na European Conference on Machine
Learning.

Kolejny rozdziat, si6dmy, wprowadza nowa perspektywe na rozwazane dotad problemy — ucze-
nie reprezentacji w dynamicznych warunkach naptywu danych (niestacjonarnos$ci danych). W przeci-
wienstwie do tradycyjnych modeli generatywnych, ktore sg trenowane tylko raz na dost¢pnych danych,
istnieje bowiem potrzeba ich dostosowywania si¢ do nowych danych bez utraty wczesniej nabytej wie-
dzy. Poruszone jest zjawisko znane jako “katastrofalne zapominanie”, gdzie model traci zdolno$¢ do
wydajnego dzialania na starych danych, gdy jest przeuczony na nowych. W rozdziale omawia si¢ tak-
sonomi¢ sktadajaca si¢ z (1) metod uczenia ciaglego (continual learning) wyodrebniajac podejscia



bazujace na regularyzacji, sprowadzajacych si¢ do penalizowania nauki i spowalniania procesu nad-
pisywania wcze$niej nauczonej wiedzy, (2) metody bazujacych na dynamicznych architekturach two-
rzacych rézne wersje modelu (gtéwnie przyrostowe) dla réznych zadan, aby poprawic¢ jego wydajnos¢
w scenariuszu wielozadaniowym oraz (3) metody bazujace na powtarzaniu zaktadajace, ze zapomi-
nanie mozna pokona¢ jedynie przez state powtarzanie wczeSniejszych przyktadéw danych. Rozdziat
prezentuje rowniez w skrdcie obecny stan wiedzy na temat metod uczenia cigglego w modelowaniu
generatywnym koncentrujgc si¢ na zachowaniu zdolnosci do generowania z tej czeSci rozktadu, ktéra
zostala wyestymowana ze starszych danych w strumieniu i wymieniajac wszystkie gtéwne prace sto-
sujace roznorodne techniki, od regularyzacji wag po dynamiczne architektury i buforowanie danych.

Kolejne dwa rozdziaty zawierajg teksty opublikowanych prac, ktére stanowig druga czg¢s¢ zbioru
publikaciji, t.j.,

rozdzial 6smy - Deja, K., Wawrzyiiski, P., Marczak, D., Masarczyk, W., & Trzcinski, T. (2021).
Binplay: A binary latent autoencoder for generative replay continual learning. In
2021 International Joint Conference on Neural Networks (IJCNN) (pp. 1-8). IEEE.

rozdzial dziewiaty - Deja, K., Wawrzynski, P., Masarczyk, W., Marczak, D., & Trzcinski, T. (2022).
Multiband VAE: Latent Space Alignment for Knowledge Consolidation in Conti-

nual Learning. In Proceedings of the Thirty-First International Joint Conference
on Artificial Intelligence (1IJCAI-22), (pp. 2902-2908).

Rozdzial dziesigty zawiera zwigzle podsumowanie oraz dyskusje na temat przysztosci badan nad
modelami generatywnymi i wptywu, jaki mogg one mie¢ na inne badania w dziedzinie uczenia ma-
szynowego. Doktorant formuluje cztery bardzo interesujace pytania badawcze skupiajgce si¢ na takich
aspektach jak: czy model generatywny moze pomdc w uczeniu reprezentacji w sposob uzyteczny dla
innych zadan uczenia ciaglego, czy reprezentacje danych wygenerowane przez generatywne modele
dyfuzyjne moga by¢ korzystne w scenariuszach uczenia ciaglego, jakie zastosowanie moga miec re-
prezentacje uzyskane z generatywnych modeli dyfuzyjnych oraz w jaki sposéb zaadoptowac procesy
dyfuzyjne by byto mozliwe uczenie reprezentacji na zasadzie autokodera. Rozdzial zawiera interesu-
jace propozycje dalszych badan umozliwiajacyh poszukiwanie odpowiedzi na te pytania.

1.2 Ocena wynikow oraz stopnia ich oryginalnosci

Oryginalne osiagni¢cia badawcze przedstawione w doktoracie dotycza zaréwno opracowania nowych
metod generatywnych umozliwiajacych otrzymywanie reprezentacji danych, jak i ich zastosowaniu w
scenariuszu uczenia ciaglego.

Rozwigzania zaproponowane w pracy opieraja si¢ na innowacyjnych koncepcjach lub istotnych
modyfikacjach w odniesieniu do metod znanych z literatury naukowej. Warto podkresli¢ dazenie do
tworzenia rozwiazan, ktore charakteryzuja si¢ zar6wno wysoka jakoscia, jak i efektywnoScia. W pracy
mozna znalez¢ wiele propozycji nowych rozwigzan, usprawnienl, dodatkow technicznych i implemen-
tacyjnych, ktére sa wynikiem zglebionej analizy i konsekwentej derywacji naukowej. Wsréd uzyska-
nych rezultatéw nalezy wymienic:

» wprowadzenie nowej architektury autokodera generatywnego nazwanego End-to-End Sinkhorn
Autoencoder, w ktérej proces kodowania prébek danych do ukrytych reprezentacji zostat od-
dzielony od procesu probkowania nowych instancji, dodatkowa sie¢ neuronowa mapuje ustalony
rozktad Gaussa na swobodnie kodowang ukryta reprezentacj¢ autokodera, a jako element regu-
laryzacyjny uzyta zostata aproksymacja Sinkhorna odlegtosci Wassersteina, ktéra wyréwnuje
zakodowane przyktady danych ze zmapowanym szumem,
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 zaproponowanie hybrydowego, dwuczesciowego generatywnego modelu dyfuzyjnego, sktada-
jacego sie¢ z odszumiacza i generatora, gdzie generuje si¢ nowe cechy danych podobne do ob-
serwowanych w danych treningowych (generator) i usuwa pozostaty szum w sposéb niezalezny
od danych (denoiser - deterministyczny autokoder),

* propozycje tacznego modelu dyfuzyjnego, w ktérym reprezentacje uzyte sa jako dane wejSciowe
dla klasyfikatora, a caly model jest optymalizowany facznie na addytywnej funkcji kosztu (row-
nanie 6.8) przy jednej parametryzacji do modelowania zaréwno prawdopodobiefistwa przyktadu
p(z), jak i prawdopodobieristwa brzegowego p(y|x),

* wprowadzenie binarnego autokodera jako metody efektywnego uczenia reprezentacji (BinPlay),inspirowane
mechanizmem kompresji danych, w ramach uczenia ciaglego, gdzie modele generatywne stuza
jako zrédto przyktadow powtdrzeniowych dla ciggle trenowanego klasyfikatora,

» wprowadzenie metody do ciaglego dopasowania wiedzy reprezentowanej w przestrzeni ukrytej
autokodera wariacyjnego, gdzie aktualizacja ciagle trenowanego VAE jest podzielona na dwie
czesci: (1) uzycie nowego modelu do nauki osadzania nowych danych i (2) dopasowania (ang.
alignment) wcze$niejszych i nowych danych za pomocg dodatkowego projektora MLP dziataja-
cego w ukrytej przestrzeni VAE.

Rezultaty te zostaty opublikowane na bardzo dobrych koferencjach o renomie miedzynarodowej
(NeurIPS, IICNN, IJCAI, ECML?) oraz w przyzwoitym czasopismie IEEE Access. Nalezy zaznaczy¢,
ze publikacje wchodzace w sktad rozprawy zostaty napisane przez wielu autorow (kolejne publikacje
mialy 6, 4, 3, 5, 5 autoréw). W tekscie doktoratu zostala zawarta informacja na temat roli i udziatu
doktoranta w procesie powstania tych rezultatow, ale w zadnym z oryginalnych manuskryptéw publi-
kacji nie odnalaztem tych informacji. Doktorant, bedacy pierwszym autorem wszystkich prac, miat
znaczacy udzial w planowaniu, konceptualizacji, implementacji, testowaniu i ocenie metod. Praca ta
byta realizowana na wartoSciowych stazach i we wspétpracy z bardzo dobrymi naukowcami. Catos¢
potwierdza, ze rola doktoranta jest wyrazna i stanowi gtéwna site napedowa powstania prac.

1.3 Zagadnienia dyskusyjne

Zawarte ponizej uwagi nie majg na celu krytykowania prezentowanej rozprawy, a stanowig zaproszenie
do dyskusji i dalszej refleksji nad przedstawionymi w pracy zagadnieniami.

* Pytania badawcze. W rozdziale pierwszym pracy zostaly zaprezentowane trzy pytania badaw-
cze, na ktére odpowiedzi poszukuje przestawiony doktorat. Pojawiajg si¢ w nich okreS§lenia nie-
precyzyjnie stawiajace oczekiwania wobec metod uczenia reprezentacji. Prosz¢ by Doktorant
przeanalizowal i odniost si¢ do tego, jakie kryteria powinna spetnia¢ “uzyteczna reprezenta-
cja”. Przyktad dyskusji na ten temat jest zawarty w Bronstein, M. M., Bruna, J., Cohen, T., &
Velickovié, P. (2021). Geometric deep learning: Grids, groups, graphs, geodesics, and gauges.
arXiv preprint arXiv:2104.13478.

* Dopasowanie (ang. alignment) za pomocqg MLP. W publikacji o Multiband VAE zaproponowa-
na jest sie¢ ttumaczaca, ktéra uczy sie¢ wspdlnego dopasowania oddzielnych przestrzeni ukrytych
w zaleznoSci od identyfikatora zadania i od pojedynczej zmiennej ukrytej Z, w ktdérej wszyst-
kie przyktady sa reprezentowane niezaleznie od swojego Zrédlowego zadania. Czy w zwigzku
z tym mechanizm translatora dokonuje projekcji jedynie przeksztatcajacej przestrzen czy ra-
czej wyucza si¢ dopasowania (przeksztalcenia) przestrzeni osadzen jednego zadania wzgledem
drugiego? Jaka jest motywacja uczenia przeksztalcenia ztozenia warstw liniowych z leaky relu?

2w druku
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2 Analiza strony formalnej rozprawy

2.1 Ocena ukladu pracy i redakcji manuskryptu

Rozprawa doktorska napisana jest w jezyku angielskim i pod wzgledem edytorskim jest opracowa-
na starannie. Zawiera podzigkowania, streszczenie w jezykach angielskim i polskim, spis tresci, dwa
rozdziaty wprowadzajace do pierwszej czeSci zagadniefi, jeden rozdzial z przegladem literatury, ko-
lejne trzy rozdziaty bedace przedrukami artykutéw, rozdzial wprowadzajacy do tematyki drugiej cze-
Sci zagadnien, kolejne dwa rozdziaty bedace przedrukami artykuléw oraz rozdzial podsumowujacy
i prezentujagcy mozliwe dalsze badania. Bibliografia zawiera 255 wymienionych i uporzadkowanych
alfabetycznie, wolnych od btedéw pozycji bibliograficznych. Wigkszo$¢ prac w bibliografii zostata
opublikowana w ciagu ostatnich kilku lat, co Swiadczy o aktualnoSci tematyki rozprawy na arenie
miedzynarodowe;j.

Uktad rozprawy jest wlasciwy, aczkolwiek dostrzezone niewielkie niedociggni¢cia w rozprawie
odnoszg si¢ do organizacji rozdzialéw pracy, w ktorej rozdzialy merytoryczne s3 przemieszane z
wprowadzajacymi tlo (rozdziat siédmy), a rozdziat drugi i trzeci stanowig niepotrzebnie rozdzielo-
ng zawartosS¢, o czym moga nawet Swiadczy¢ w zasadzie identyczne nazwy ich podrozdzialéw. Sa to
jednakze nieistotne szczegoty, w znikomym stopniu wptywajace na nawigacj¢ w pracy.

Uzyta w pracy terminologia jest wlasciwa dla analizowanego obszaru badan, obejmujacego ucze-
nie maszynowe, modele generatywne, modele glebokie. Praca posiada 181 numerowanych stron.

2.2 Uwagi szczegolowe

Wigkszos¢ tresci rozprawy jest poprawna pod wzgledem jezykowym, stylistycznym i merytorycznym.
W trakcie czytania zauwazylem jednak kilka drobnych btedow redakcyjnych i fragmentéw, ktore w
toku dodatkowej weryfikacji moznaby poprawi¢. Wiele razy pomini¢te zostaly przecinki, w innych ich
brakuje. Inne pomniejsze bledy:

* p.14 In this work, we focus on those inner-workings of different generative — In this work, we
focus on the inner-workings of different generative

* p.14 continual-learning — continual learning
* p.16 noise — a noise

* p.22 forgetting of past data — forgetting past data

3 Konkluzja

Przedstawiona praca doktorska, autorstwa mgr. inz. Kamila Deji, nie tylko spetnia, ale wrecz przewyz-
sza kryteria okreSlone przez Ustawe z dnia 20 lipca 2018 r. - Prawo o szkolnictwie wyzszym i nauce
(Dz. U. 2018 poz. 1668). Praca doktorska ukazuje gleboka znajomos$¢ dziedziny generatywnych tech-
nik uczenia maszynowego i pozwala wywnioskowaé o wysokich umiejetnosSciach samodzielnego pro-
wadzenia pracy naukowej przez doktoranta. Praca koncentruje si¢ na innowacyjnych odpowiedziach
na kilka naukowych zagadnien, ktére taczy wsp6lny cel: identyfikacja efektywnych sposobéw repre-
zentacji danych dla modeli generatywnych. Jest to praca majaca realny wplyw na dziedzine, co mozna
zaobserwowaé w licznych publikacjach autora w uznanych czasopismach oraz na mi¢dzynarodowych
konferencjach z dziedziny informatyki. Przedstawione w pracy wyniki bardzo dobrze potwierdzaja
stuszno$¢ zgloszonych przez autora koncepcji oraz efektywnos¢ ich zastosowania w praktyce. Wszel-
kie uwagi krytyczne, ktore pojawily si¢ w recenzji, nie wptywaja na moja jednoznaczna i bardzo pozy-
tywna oceng tej dysertacji zarowno pod katem oryginalnosci, jak i wartoSci merytorycznej. OkreSlenie
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zadan, proponowane innowacyjne metody ich rozwigzania, realizacja badan i kompetencje w formu-
fowaniu wnioskéw dowodza, ze autor jest Swietnie przygotowany do dalszej dziatalnoSci naukowe;.
Bazujac na tych przestankach wnioskuje by mgr inz. Kamil Deja byt dopuszczony do kolejnych eta-
pow postepowania. Dodatkowo, ze wzgledu na wysoka jakoS¢ publikacji i prestizowych miejsc ich
zamieszczenia, proponuje wyrdznienie jego pracy doktorskie;j.
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Promotor: Dr hab. inz. Tomasz Trzcinski, prof. PW i UJ

1 Tematyka rozprawy

Recenzowana rozprawa doktorska Pana mgr. inz. Kamila Dei dotyczy zagadnieh zwiazanych z pro-
jektowaniem, analizg i wykorzystywaniem technik uczenia maszynowego w analizie i przetwarzaniu
danych obrazowych, ze szczegélnym uwzglednieniem metod modelowania generatywnego. Prace pod-
Jete przez Doktoranta skupialy sie zwlaszcza na procesie budowania reprezentacji danych, na analizie
budowanych reprezentacji danych w przypadku zastosowania réznorodnych algorytméw generatyw-
nych oraz na praktycznych zastosowaniach metod generatywnych, réwniez w technikach uczenia
ciaglego. Uwazam, 7e tematyka rozprawy jest aktualna, zgodna z aktualnym nurtem badah i doty-
czy istotnych aspektéw uczenia maszynowego — zwlaszcza biorac pod uwage ogromna iloéé danych
(nie tylko obrazowych), ktére obecnie pozyskujemy. Opracowane algorytmy sa generyczne i moga
znalez¢ zastosowanie w rozwiazywaniu szeregu praktycznych probleméw zwiazanych z analizg da-
nych, tworzeniem systeméw wykorzystujacych techniki uczenia ciaglego, wizjg komputerowa i analiza
obrazéw, np. medycznych czy satelitarnych.

2 Ocena strony merytorycznej rozprawy doktorskiej

Rozprawa doktorska jest napisana w jezyku angielskim i sklada sie z dziesieciu rozdzialéw oraz
bibliografii. Rozdzial pierwszy (Introduction) rozpoczyna si¢ od krétkiego wprowadzenia do te-
matyki rozprawy, w ktérym Autor uzasadnia istotnosé prowadzenia badah zwigzanych z budowaniem
reprezentacji danych oraz omawia praktyczne zastosowania metod generatywnych. Nastepnie, w pod-
rozdziale 1.1. (Research Questions) Autor przedstawia trzy gléwne pytania badawcze, ktére beda
rozwazane w rozprawie — pytania badawcze sa precyzyjnie sformutowane i nie sg ,trywialne”. Bardzo
dobrym pomystem bylo podzielenie tych pytail, a w efekcie prac Doktoranta na trzy grupy, dotyczace
struktury, zastosowart i konsolidacji (w kontekécie uczenia ciaglego) wypracowywanych reprezenta-
cji w modelach generatywnych (Rys. 1.1.1, str. 15 rozprawy). W kolejnym podrozdziale, 1.2. Thesis
contribution, Doktorant syntetycznie podsumowuje najistotniejsze aspekty pieciu prac wchodzacych
w sklad cyklu publikacji bedacych osig rozprawy. Wszystkie z pieciu prac sa publikacjami wieloau-
torskimi, a Autor precyzyjnie wskazuje swéj wklad w powstanie tych prac — nie ma najmniejszych
watpliwosci, ze wktad Doktoranta w powstanie tych prac byl kluczowy (ma to réwniez odzwiercie-
dlenie w pozycji Doktoranta na liécie autoréw — we wszystkich pracach jest pierwszym autorem), i ze
w pelni uzasadnione jest wykazanie tych prac w cyklu. Cztery artykuty, ktére stanowia trzon rozpra-
wy, zostaly opublikowane lub zaakceptowane do publikacji na prestizowych konferencjach (NeurIPS
2022, ECML 2023, IJCNN 2021, IJCAI 2022 — wszystkie konferencje sg notowane w rankingu CO-
RE, odpowiednio: A*, A, B, A*; 200, 140, 70 i 200 pkt MEiN), z kolei jeden zostat opublikowany
w czasopi$mie IEEE Access (100 pkt MEIN). Jest to réwniez potwierdzenie tego, ze metody i wyniki



zaprezentowane w powyzszych pracach wpisuja sie w nurt najnowszych badan z zakresu technik ge-
neratywnych i budowania (i analizy) reprezentacji. W ostatnim podrozdziale rozdziatu pierwszego,
1.3. Publications not included in the dissertation, Autor przedstawia 11 prac, opublikowanych lub
zaakceptowanych do publikacji na prestizowych konferencjach (m.in. CVPR, Interspeech, ICONIP)
i w czasopismach (m.in. Journal of Instrumentation), ktérych byl wspétautorem, a ktére nie zostaly
wlaczone w cykl publikacji bedacych trzonem rozprawy. Ponadto Doktorant podkresla, ze jest wspét-
autorem 130 publikacji, ktore powstaly w ramach wspéipracy grupy ALICE Collaboration. Uwazam,
ze dorobek publikacyjny Pana mgr. inz. Kamila Dei jest imponujacy na tym etapie kariery naukowe;j.

Rozdzial drugi jest (bardzo krétkim) wprowadzeniem teoretycznym do najwazniejszych zagad-
nien zwigzanych z tematyka rozprawy, zwlaszcza z metodami generatywnymi. Z kolei w rozdziale
trzecim, Doktorant przedstawia syntetyczny przeglad literatury, ktéry stanowi tto prac omawianych
w rozprawie i pozwala lepiej zrozumieé¢ najistotniejszy oryginalny wkiad Doktoranta w rozwdj metod
generatywnych oraz technik budowania i analizy reprezentacji. W ostatnim podrozdziale rozdziatu
drugiego oméwione zostaly mozliwosci wykorzystania modeli generatywnych w fizyce wysokich ener-
gii, na przyktad do szybkiej symulacji odpowiedzi kalorymetréw. Uwazam, ze jest to bardzo ciekawy
przyktad praktycznych zastosowan (ktérych jest zdecydowanie wiecej) algorytméw i technik, nad
ktérymi przez ostatnie lata pracowal Doktorant i jest to dowdd na to, ze wyniki tych badan sg
istotne 1 mogg znalez¢ zastosowanie w innych dziedzinach nauki i przemystu.

W Rozdzialach 4-6, Doktorant szczegbélowo opisuje trzy z pieciu prac z omawianego cyklu pu-
blikacji [1, 2, 3]. Kazdy z rozdzialéw rozpoczyna sie od krétkiego wprowadzenia, w ktérym Autor
odnosi si¢ do konkretnego zagadnienia (lub zagadnief), ktére byly rozwazane w omawianej pracy.
W rozdziale 4. przedstawiony zostal model generatywny, w ktérym architektura autoenkodera
(typu Sinkhorn) zostala rozszerzona o dodatkows sie¢ neuronowa (noise generator), ktérej celem
jest zmapowanie szumu o zadanej charakterystyce na przestrzen ukryts wypracowang przez auto-
enkoder dla danych rzeczywistych. Motywacja stworzenia takiego systemu zostala jasno oméwiona,
a sama architektura modelu generatywnego, ktéra moze zostaé¢ wytrenowana w podejéciu end-to-
end, jest ,elegancka”, przemyslana i szczegdlowo uzasadniona w pracy. Opracowana metoda zostala
eksperymentalnie zweryfikowana z wykorzystaniem zaréwno klasycznych zbioréw benchmarkowych
(MNIST, CelebA), jak réwniez bardzo ciekawego zbioru symulowanych pomiaréw kalorymetru. Au-
tor przedstawia analize iloéciows 1 jako$ciowg otrzymanych wynikéw oraz, w sposéb przekonujacy,
wskazuje zalety opracowanej metody i poréwnuje ja z innymi technikami generatywnymi znanymi
z literatury. Rozdzial 5 zostal po§wiecony badaniom dotyczacym metod generatywnych wykorzy-
stujacych techniki dyfuzji — w ramach badan zostata zweryfikowana hipoteza méwigca o tym, ze
takie modele mogg zostaé podzielone na dwa gléwne komponenty — modutl generujacy i odszumia-
jacy [3]. Badania te sa istotne zwlaszcza w kontekscie fundamentalnego zrozumienia tego, w jaki
sposéb dzialajg metody generatywne oparte na technikach dyfuzji. Wyniki przekrojowych badan
eksperymentalnych wykazaly, ze taki podzial na czesé generujaca i odszumiajaca jest nie tylko moz-
liwy i uzasadniony, ale moze tez pozwoli¢ na poprawe jakosci dziatania modelu generatywnego. Moim
zdaniem, bardzo dobrym eksperymentem bylo wykazanie, ze ,sita” takiego systemu nie lezy tylko
w tym, ze jest on oparty na dwéch modelach (w tym wypadku typu U-Net) — by¢ moze warto byloby
umiesci¢ wyniki z podrozdzialu 5.9.7. (z dodatku 5.9.) w gtéwnym tekscie rozprawy. W rozdziale
6., Doktorant kontynuuje opis autorskich badan zwiagzanych z metodami wykorzystujacymi techniki
dyfuzji [3], tym razem w kontekécie jednoczesnego budowania reprezentacji i modelu, np. klasyfi-
kacyjnego. Szereg obserwacji eksperymentalnych, syntetycznie opisanych w tym rozdziale stanowi
dobre tto, ktére pozwala zrozumieé to, w jaki sposéb zostal zaprojektowany model taczacy budowe
reprezentacji danych i ich klasyfikacje. Istotnym aspektem opracowanego systemu, w ktérym enko-
der sieci typu U-Net jest wspéldzielony pomiedzy modutem generujacym i klasyfikacyjnym jest to,
ze moze by¢ trenowany lgcznie. Wszechstronne badania eksperymentalne pozwolity na przekrojowe
zweryfikowanie kilku istotnych aspektéw opracowanej metody, ktére zostaly szczegélowo oméwione
na str. 94 rozprawy. Bardzo ciekawym i pouczajacym aspektem bylo zweryfikowanie opracowanych
technik w innych scenariuszach eksperymentalnych (podrozdziaty 6.6.4.-6.6.6.).



Rozdzial 7 stanowi krétki (aczkolwiek tresciwy) wstep do uczenia cigglego, w ktérym Autor oma-
wia istniejace podejscia do tego problemu, zwlaszcza w kontekécie tzw. katastroficznego zapominania
i metod generatywnych w uczeniu cigglym. Uczenia ciaglego dotycza dwie kolejne prace zawarte w cy-
klu publikacji [4, 5], ktére sa omawiane w rozdziatach 8-9. W rodziale 8., Doktorant przedstawia
autorski algorytm BinPlay, ktérego celem jest efektywne skladowanie poprzednich obserwacji, ktére
moga by¢ wykorzystane w trakcie treningu ciaglego. W pracy zaproponowano bardzo interesujaca
metode ,regenerowania” przykladéw na podstawie wyznaczonego kodu binarnego, dzieki czemu —
w przeciwienstwie do innych metod, ktére wykorzystuja techniki powtarzania nauki dla poprzednio
zgromadzonych przykladéw treningowych przechowywanych w pamieci — wymagania pamieciowe
metody BinPlay pozostaja stale (wraz ze wzrostem liczby zadan w scenariuszu uczenia ciagtego).
Wyniki badan eksperymentalnych, przeprowadzonych dla trzech zbioré6w benchmarkowych (MNIST,
Fashion MNIST i CIFAR-10) jednoznacznie wykazaly, ze opracowana metoda pozwala na uzyskanie
wyraznie lepszych wynikéw zaréwno od algorytméw buforujacych poprzednie przyklady jak i tych
opartych na wykorzystaniu modeli generatywnych. Warto podkreslié, ze Doktorant przygotowal ma-
teriat filmowy, ktéry w przystepny i ciekawy sposéb opisuje sposéb dziatania algorytmu BinPlay.
W rozdziale 9., Autor szczegélowo omawia metode Multiband VAE, ktérej celem jest ,konsolidacja”
wiedzy wypracowanej w scenariuszu uczenia cigglego, w ktdrej trening zostal podzielony na ,lokal-
ny” i ,globalny”. Warto zauwazy¢, ze zaproponowano réwniez nowy, bardziej realistyczny scenariusz
uczenia cigglego — jest to niezwykle istotne w kontekscie przekrojowej walidacji metod uczenia cia-
glego, ktére mialyby zosta¢ wykorzystane w praktyce. Badania eksperymentalne objety nie tylko
klasyczne zbiory benchmarkowe (wykorzystanie wylacznie zbior6w benchmarkowych wywotato méj
pewien niedosyt w przypadku algorytmu BinPlay), ale takze zbiér zawierajacy symulowane pomiary
kalorymetru. Wyniki badah eksperymentalnych, ktére wykazaly przewage opracowanego podejécia
nad innymi znanymi z literatury, zostaly szczegétowo oméwione przez Doktoranta.

W ostatnim rozdziale 10. Autor podsumowuje rozprawe. Doktorant precyzyjnie i jasno omawia
aspekty badawcze zwigzane z tematyks rozprawy, ktére moga (i najpewniej beda) eksplorowane
w najblizszym czasie.

Uwazam, ze prace, ktore zostaly zawarte w cyklu publikacji bedacym osig rozprawy zostaly dobrane
bardzo dobrze i odzwierciedlaja przekrojowo$é badan prowadzonych przez Pana mgr. inz. Kamila
Dej¢ — wszystkie prace merytorycznie oceniam niezwykle wysoko. Na szczegblng uwage zastuguje
tez fakt, ze udostepniono implementacje opracowywanych algorytméw, a wszystkie z omawianych
scenariuszy eksperymentalnych byly przemyslane, bardzo dobrze zaprojektowane i ,rygorystycz-
ne”. Moim zdaniem zapewnienie reprodukowalnosci i przekrojowoéci eksperymentéw jest obecnie
niezwykle istotne, szczegdlnie w kontekscie tzw. ,kryzysu reprodukowalnoéci” badan zwigzanych
z uczeniem maszynowym, z ktérym obecnie musimy sie¢ mierzyé [6, 7]. Nie mam watpliwoéci, ze
Doktorant jest bardzo dobrze przygotowany do tego, zeby prowadzié¢ dalsze badania zwigzane (nie
tylko) z uczeniem glebokim na $wiatowym poziomie oraz zeby obiektywnie, rzetelnie i przekrojo-
wo przedstawia¢ ich wyniki (w rozprawie wielokrotnie mozemy przeczytaé, ze wybrane przyklady
sa ,non-cherry-picked”). Rozprawa doktorska prezentuje zaréwno szeroks wiedze teoretyczng jak
i praktyczng Doktoranta w dyscyplinie Informatyka Techniczna i Telekomunikacja.

2.1 Pytania i uwagi

W trakcie lektury rozprawy nasunely mi sie nastepujace pytania i uwagi:

1. Delikatnie niefortunnym sformulowaniem jest ,, The PhD Candidate, as the first author, played
a key role in developing and implementing the analysis and the proposed method.” (w podroz-
dziale 1.2.2.). By¢ moze lepiej byloby napisaé ,,The PhD Candidate, as the first author, played
a key role in developing and implementing the method, and in developing and conducting the
analysis.”?

2. Zauwazylem, ze Autor ma tendencje do uzywania przymiotnika ,,novel” w odniesieniu do swo-
ich prac. Zdecydowanie zgadzam sie z tym, ze wyniki badan i metody przedstawione w pracach



10.

sg nowatorskie, ale unikatbym uzywania takiego sformutowania (jesli prace sg ,nowatorskie”
to ,bronig sie” same — tak jak w przypadku prac Doktoranta, a jeéli nie sa, to dodanie tego
przymiotnika tego nie zmieni).

. W pracy miejscami pojawiaja sie niejasne sformutowania — na przyklad w Tabeli 3.1.1., czy-

tamy (dla VAE), ze dla tej metody mozemy zaobserwowaé ,,Limited performance on complex
datasets” (str. 33). Co doktadniej Doktorant ma na mysli przez ,limited” i ,,complez” (i jak
zdefiniowaé/ocenié, czy zbidr jest ,complex”)?

. Dlaczego Autor zdecydowal sie, w podrozdziale 3.1.5., na zaprezentowanie przyktadowych wy-

nikéw zawartych akurat w pracy Ding iin. (2018)?7 Warto byloby takze nieco dokladniej oméwié
zaprezentowany przyklad (i to, co z niego wynika).

. W rozprawie Doktorant umiescit rysunki, ktére czasami sa trudne (np. Rys. 3.1.2.) lub prak-

tycznie niemozliwe (np. Rys. 6.6.3.) do odczytania. Prezentacja wizualna nie tylko wynikéw
eksperymentalnych, ale takze opracowywanych metod jest bardzo istotna, bo moze wyraZnie
utatwié (lub w tym wypadku utrudnié) czytelnikowi przyswojenie naistotniejszych treéci, ktére
chciatby przekazac autor tekstu. Warto podkreslié, ze rysunki umieszczone w pracy przedsta-
wiajg bardzo istotne i ciekawe aspekty badan — tym wieksza szkoda, ze niektére z nich sg
»stabej jakoSci”.

. Pewnym mankamentem rozprawy jest to, ze Autor nie umiescit w niej formalnych definicji

metryk, ktére zostaly wykorzystane w badaniach eksperymentalnych. Przykladowo, w przy-
padku metryki FID (Fréchet Inception Distance), Doktorant odwoluje si¢ do pracy Heusela
iin. (2017). Moim zdaniem lepiej byloby formalnie zdefiniowaé wszystkie metryki uzyte w roz-
prawie w oddzielnym podrozdziale, ktéry podsumowywalby scenariusze eksperymentalne. Po-
dobng uwage mozna sformutowaé odnosnie zbioréw danych, ktére zostaly uzyte w pracy —
umieszczenie ich opisu i charakterystyk (z podzialem na podzbiory treningowe, walidacyjne
i testowe) w oddzielnym (pod)rozdziale nie tylko utatwiloby lekture pracy, ale takze mogloby
poméc w uniknieciu powtarzania tych samych, lub bardzo podobnych opiséw kilka razy.

. Na str. 69 (w podrozdziale 5.7.2.) czytamy :,In all cases, the performance of DAED is com-

parable to the DDGM if we replace the DAFE with up to the 10% of the steps that correspond
to log(SNR) is equal to around 4. For more complicated datasets like CIFAR10 and CelebA,
fewer steps could be replaced. This effect could be explained by the fact that images in these
datasets have three channels (RGB), and removing noise is more problematic.” — czy Autor
podjal préby eksperymentalnej weryfikacji ten hipotezy (poza analiza wynikéw otrzymanych
dla FashionMNIST, CIFAR10 i CelebA)?

. Ocena jako$ciowa wynikéw dziatania (obrazéw wyjsciowych) jest nietrywialna nie tylko w przy-

padku metod generatywnych. Autor, na str. 70, zauwaza: , [t seems that there is a sweet spot
for perceptually appealing images that contain details and are “smooth” at the same time, see
B1 = 0.025 in Figure 5.7.8. However, as it is typically difficult to provide convincing arguments
by staring at samples, we further propose to analyze quantitative measures.” — byé moze cieka-
wa opcja byloby przeprowadzenie eksperymentu Mean Opinion Score, ktéry moégtby pozwolié
zobiektywizowaé analize jakoSciowa otrzymywanych obrazéw (i méglby byé uzupelieniem
analizy ilosciowej, jak np. w [8])?

. Na str. 70 czytamy: ,In Appendiz 5.9.7 we show that increasing the number of parameters

of DDGMs to be comparable to DAED does not lead to significant performance impro-
vements.” — czy Autor rozwazal przeprowadzenie testéw statystycznych, ktére moglyby po-
twierdzié¢ te obserwacje?

W podrozdziale 6.6., Autor podkresla, ze zweryfikowana zostanie odpornoéé klasyfikatora (,, We
measure the quality of a classifier to evaluate whether training together with a diffusion model
improves the robusiness of the classifier.”) — co dokladniej Autor rozumie przez ,,robustness”
w tym kontekscie?



11. Dlaczego w Tabelach 6.6.1. i 6.6.3. brakuje wynikéw eksperymentalnych dla niektérych metod
z literatury dla wybranych zbioréw danych? Czy wynika to z tego, ze wyniki eksperymentalne
zostaly bezposrednio zaczerpniete z odpowiadajacych im prac? Moim zdaniem taks informacje
warto byloby zawrzeé w tekscie rozprawy.

12. Narys. 6.6.1. warto byloby zaznaczyé, np. poprzez zaszarzenie tta panelu, obszar wykresu dla
a € [100,500], poniewaz Autor wskazuje (na str. 96), ze wartoéci obu metryk sa wysokie dla
tych wartosci hiperparametru o, a wiec te wartosci hiperparametru o sg istotne.

13. W obecnej wersji modelu (rozdzial 6.5.), Autor wykorzystuje average pooling do taczenia cech
ekstrahowanych przez rézne poziomy sieci U-Net. Doktorant stusznie zauwazyl, w dodatku
6.8., Ze istniejg inne opcje, ktére moglyby zostaé wykorzystane do tego celu — czy oprécz pod-
stawowych podejé¢, takich jak min/maz pooling, Autor méglby zaproponowaé inne techniki,
ktére moglyby zostaé wykorzystane?

14. Na str. 89 Autor podkresla, ze — dla opracowanych reprezentacji — zostaty wytrenowane modele
klasyfikacyjne dla wszystkich 40 atrybutéw ze zbioru CelebA. Wyniki klasyfikacji sa jednak
pokazane tylko dla 6 atrybutéw (bedacych klasami w przypadku klasyfikacji) — w jaki sposéb
zostaly wybrane te atrybuty? Podobne pytanie mozna sformutowaé dla przyktadu zaprezento-
wanego na Rys. 6.8.3. — w jaki sposéb zostaly wybrane te atrybuty? Czy sa z jakiego§ powodu
sciekawsze” od pozostalych?

15. Chcialbym poznaé opini¢ Doktoranta na temat wykorzystania opracowanych metod w innych
dziedzinach, np. w medycynie lub w analizie i przetwarzaniu danych satelitarnych. Czy mozli-
we byloby wykorzystanie opracowanych metod uczenia ciaglego na urzadzeniach brzegowych
z ograniczeniami sprz¢towymi (np. na pokladzie satelity obrazujacego powierzchnie Ziemi,
ktéry mialby — w sposéb ciaggty — dostosowywaé swoje dziatanie do nowych zadan)?

3 Ocena strony formalnej rozprawy doktorskiej

3.1 Ocena ukladu pracy i uwagi redakcyjne

Generalnie uktad rozprawy doktorskiej jest poprawny i logiczny, a kolejne rozdziaty wprowadzaja
czytelnika w najistotniejsze aspekty prac Doktoranta. Nalezy podkredlié, ze napisanie rozprawy, ktéra
syntetycznie podsumowuje cykl publikacji, ktére sg jej trzonem nie jest latwe. Autor nie ustrzegt
si¢ pewnych uchybien, o ktérych wspomnialem w innych czesciach niniejszej recenzji. Oprécz tego,
niektore fragmenty rozprawy sg kopig niektérych elementéw publikacji z cyklu, co samo w sobie jest
Jjak najbardziej uzasadnione, ale Doktorant skopiowal te fragmenty z bledami, np. interpunkcyjnymi
(np. w abstrakcie na str. 45 rozprawy czytamy: ,,Our method outperforms competing approaches on
a challenging dataset of simulation data from Zero Degree Calorimeters of ALICE experiment in
LHC. as well as standard benchmarks, such as MNIST and CelebA.”. Czasami Autor odwoluje sie
do rysunkéw umieszczonych w innych pracach — np. na str. 63 czytamy ,Ho et al. (2020) notice that
DDGMs can be beneficial for lossy compression, observing (Figure 5 in (Ho et al., 2020)) that most
of the bits (...)”, a na str. 65: ,, To be clear, we are not interested in how much each step of a DDGM
contributes to the final objective (e.g., see Figure 2 in (Nichol and Dhariwal, 2021)) but rather
(-..)". Moim zdaniem korzystne byloby umieszczenie takich rysunkéw (lub rysunkéw inspirowanych
wspomnianymi pracami) w rozprawie, aby utatwié¢ jej lekture. Z kolei inne fragmenty rozprawy sa
nieco ,nadmiarowe” i powtarzajace sie, np. te dotyczace istniejacych algorytméw uczenia cigglego
czy opisu zbioru danych ,Real life CERN dataset”.

3.2 Ocena zastosowanego piSmiennictwa

Bardzo obszerna bibliografia zawiera okolo 280 pozycji, ktére zostaly uporzadzkowane alfabetycznie.
Dobér prac jest zdecydowanie poprawny i jest jednym z dowodéw na to, ze Autor rozprawy bardzo
dobrze orientuje si¢ w aktualnym nurcie badan zwiazanych z budowaniem reprezentacji, metodami

<t



generatywnymi oraz uczeniem glebokim w ogélnosci (w pracy mozemy réwniez znalezé odniesienia
do prac z 2023 r.). W trakcie analizy wykorzystanego pi$émiennictwa zauwazylem jednak pewne
uchybienia:

e W bibliografii mozemy znalezé wpisy, ktére sie powtarzaja (dlatego wyzej wspomniatem, ze

3.3

w spisie znajduje sie ,okolo” 280 pozycji), np. Goodfellow et al. (2014a) i Goodfellow et
al. (2014b), Grathwohl et al. (2019a) i Grathwohl et al. (2019b), Kirkpatrick et al. (2017a)
i Kirkpatrick et al. (2017b), Lecun et al. (1998) x2.

Autor powinien zwrécié uwage na poprawne wykorzystanie wielkich liter, np. Alice, gan, mcmc,
Vae, Ieee — wystarczytoby wykorzysta¢ komende title={{My title}}.

W bibliografii sa wpisy niekompletne, w ktérych brakuje np. stron. Brakuje takze spdjnosci
zapisu nazw konferencji — niektére sg zapisane tylko skrétem: IJCNN, inne pelng nazwa: IE-
EE/CVF Conference on Computer Vision and Pattern Recognition, a jeszcze inne petlna nazwa
ze skrétem: 2021 International Joint Conference on Neural Networks (IJCNN).

Uwagi redakcyjne

Rozprawa jest napisana, w przewazajacej czesci, starannie, a tekst rozprawy jest poprawny pod
wzgledem jezykowym i stylistycznym. W pracy mozna jednak zauwazyé nastepujace uchybienia,
ktére jednak nie wplywaja negatywnie na odbiér tekstu — ponizej szczegélowo przedstawiam uchy-
bienia i bledy, ktére zauwazyltem w trakcie lektury rozprawy:

1.

Autor naprzemiennie uzywa pisowni brytyjskiej i amerykanskiej, np. regularisation i requlari-
zation (str. 16), parameterised (str. 87) i parameterized (str. 61), ,e.g.” i ,e.g.,”, ,behaviour”
i ,behavior” i wiele innych. Najpewniej wynika to z tego, ze niektdre z artykutéw, ktére zostaly
zawarte w rozprawie byly napisane z wykorzystaniem pisowni brytyjskiej, np. [1], a niektére
z wykorzystaniem pisowni amerykanskiej, np. [2].

. Mozna zauwazy¢, ze Autor w wielu miejscach niepoprawnie wykorzystuje komendy cite oraz

citep. Przykladowo, zamiast ,As a result, to obtain discrete log-likelihoods, we consider the
discretized (binned) Gaussian conditional likelihood Ho et al.(2020)” na str. 29 powinno byé
»As a result, to obtain discrete log-likelihoods, we consider the discretized (binned) Gaussian
conditional likelihood (Ho et al.(2020))”.

. W podpisie rysunku 4.4.2. mozemy przeczytaé ,(...) Our solution (bottom) generates (...)”

— w przypadku tego rysunku nie ma ,,bottom” (rysunek zostal zaczerpniety z pracy [1], w kté-
rej rzeczywiscie wykorzystanie tego sformulowania jest uzasadnione, poniewaz elementy tego
rysunku sa w niej inaczej rozmieszczone).

. Autor powinien zwréci¢ uwage na spdjnoéé pisowni wielks i mata litera, m.in. w tytulach

rozdzialéw i podrozdziatéw (np. 1.1. Research Questions i 1.2. Thesis contribution), ale takze
w tekécie rozprawy (np. vae, VAE, wasserstein, Wasserstein, itp.) czy w podpisach rysunkéw
i w samych rysunkach (np. t-SNE i TSNE na Rys. 3.1.3).

. Doktorant nie ustrzegt sie literéwek i innych bledéw jezykowych: ,singe” (str. 26), ,of a stan-

dard GANs” (str. 32), ,,Our approaches alleviates” (str. 35), ,auoencoder” (podpis rysunku
3.1.3., str. 38), ,(...) of ALICE experiment in LHC. as well as (...)” (str. 45), ,latente” (str.
52), ,while it’s energy and momenta (...)” (str. 53), ,, Well train DCGAN” (str. 55), ,.class-
fier” (Rys. 6.4.2, str. 89), ,in the algorithm Algorithm 17 (str. 93), ,we can focus on several
training examples that can encoded (...)” (str. 118), rozmiar obrazu dla zbioru CIFAR-10 po-
wnien by¢ 32 x 32 (str. 128), ,such split lead” (str. 144), ,nerual” (str. 157), ,leraning” (str.
158).

. W pracy wystepuja niepotrzebne wciecia, m.in. na str. 27 (po wzorze 2.4), na str. 51 (po wzorze

45).



10.

11.

1.2

13.

. Zamiast np. 5x5 lepiej byloby napisaé¢ 5 x 5.

. Zauwazytem bledy w niektérych skrétach, np. DEAD na str. 67 (zamiast DAED). Pomocne

byloby umieszczenie, np. we wstepie rozprawy, tabeli ze skrétami i symbolami wykorzystanymi
w rozprawie — znacznie utatwiloby to lekture pracy. Autor powinien tez zwréci¢ uwage na to,
ze kazdy skrét powinien by¢ zdefiniowany przy pierwszym uzyciu, nawet jesli jest ,oczywisty”
(np. MLP).

. Pogrubienie najlepszych wynikéw we wszystkich tabelach, np. w tabelach 5.9.1 — 5.9.3 po-

zwolitoby szybciej zidentyfikowaé czytelnikowi najlepsze algorytmy (lub najlepsze warianty
algorytméw) poréwnywane w ramach tabeli.

W pracy mozemy zauwazy¢ niedomkniete nawiasy, np. w podpisie rysunku 5.9.1: ,(c) CelebA)”,
brakujace lub niepoprawne znaki interpunkcyjne, np. (... ) explanations with a diffusion mode
In this work, (...)” (podobnie na str. 137).

Doktorant powinien zwrécié¢ uwage na kolejnoéé odnoszenia sie do tabel i rysunkéw z tekstu
— np. w sekcji 4.4. Ezperiments, najpierw omawiany jest rysunek 4.4.1. (na str. 53), ktéry
pojawia sig na str. 54, a dopiero pézniej tabela 4.3.1 (na str. 55), ktéra jest umieszczona na
str. 53.

Na str. 75 (w podrozdziale 5.9.2.), Autor odsyla czytelnika do sekcji 3 — najprawdopodobniej
jest to pozostatoé¢ z tekstu publikacji (w [2] istotnie odniesienie do sekcji 3 jest uzasadnione).

Wszystkie osie powinny byé podpisane (np. na Rys. 9.6.2., 9.6.5., 9.6.6.).

Powyzsze uchybienia nie wptywaja na méj bardzo pozytywny odbiér rozprawy doktorskiej.

4

Konkluzja

Z pelnym przekonaniem stwierdzam, ze recenzowana dysertacja Pana mgr. inz. Kamila Dei spel-
nia wymagania stawiane rozprawom doktorskim przez Ustawe — praca prezentuje ogdlna wiedze
teoretyczng Dyplomanta w dyscyplinie Informatyka Techniczna i Telekomunikacja oraz umiejetnosé
samodzielnego prowadzenia pracy naukowej, a przedmiotem rozprawy doktorskiej jest oryginalne
rozwiazanie precyzyjnie zdefiniowanego problemu naukowego. W zwigzku z powyzszym, wnioskuje
o dopuszczenie mgr. inz. Kamila Dei do dalszych krokéw procedury uzyskania stopnia
doktora nauk technicznych.

Ponadto, biorgc pod uwage bardzo wysoka jako$é prowadzonych badan, ich przekrojowosé, innowa-
cyjnosé i istotnos$é opracowanych technik i algorytméw oraz bogaty dorobek publikacyjny Pana mgr.
inz. Kamila Dei, rekomenduje wyrdéznienie rozprawy doktorskiej.

A fjﬂ/{e ;é &%“@‘&EW*’

L
v

Jakub Nalepa
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Dissertation Review
Title: Data Representations in Generative Modeling

Author of Dissertation: Kamil Deja, MSc.
1. Setting & Motivation

Generative models are an increasing important topic in modern Al and already have
consequences for broader society. Models such as GPT and Stable Diffusion have
demonstrated and forced us to consider the full range of benefits and dangers
presented by generative models. For example, the benefits range from new creative
technologies to automated assistants capable of a wide range of tasks to help with
scientific discoveries. The harms are numerous as well: the generation of false news
and mass propaganda, disrupting fair evaluation in education, and the careless
violation of privacy and copyright. Autoencoder- and Diffusion-based architectures
represent two of the most popular architectures in modern generative models. This
dissertation does important work to understand (i) the information / structure
encoded in the latent representations of these models, (ii) the wider utility of the
representations, and (ii) the stability of the representation / its information when the
model is fine-tuned on additional or different data. Topic (iii) will be especially
important in the near future as people wish to apply foundation models to an
increasingly wide range of tasks by way of finetuning. The dissertation respectively
terms these three topics as “structure”, “applications”, and “consolidation”. Overall, |
find the dissertation timely, well-motivated, and in conversation with the research
frontier in terms of both applications and theory.

2. Novelty and Impact
2.1 End-to-End Sinkhorn Autoencoder

The contribution of the End-to-End Sinkhorn Autoencoder with Noise Generator
(E2E-SAE) is to essentially define two encoders, one that maps random noise into the
latent space and another that deterministically maps the sample into the same latent
space. This presents a clever way to separate representation learning from the prior,
as representation learning can happen on the deterministic path. Moreover, when
combined with the stochastic encoder, the architecture still remains a proper
generative model, as the deterministic encoder should generate outputs that follow



the aggregate prior implicitly defined by the other encoder. Moreover, this prior is
also updated by the Sinkhorn loss for extra flexibility.

The model is clearly useful and competitive with the state-of-the-art, as
demonstrated by the experiments that range from image to calorimeter generations.
Thus, the model is clearly meets the bars for impact and novelty. My primary critique
of the methodology is in regards to its ability to perform representation learning. |
thought this was the primary motivation for the dual encoders, as described above,
but I do not see any results that analyze the method’s ability to perform good
representation learning.

2.2 Analyzing Generative and Denoising Capabilities of Diffusion-Based Deep
Generative Models

Diffusion models have achieved impressive success in their ability to generate
high-quality, realistic, even seemingly creating images. While they are foundationally
well-defined and understood as a continuous diffusion process, their computational
pipeline consists of 1000+ steps. Unlike precursors models like VAEs and GANSs, the
subcomponents of diffusions models—if they even exist—-are hard to identify, let
alone determine their role in image generation. This work aims to address this open
problem, understanding the role of groups of steps of the diffusion.

In what | consider to be the highlight result of the dissertation, empirical analysis is
conducted to show that diffusion models have two distinct phases: a generation
phase and a denoising phase. The former is comprised of the first 80-90% of steps
of the model, meaning that the model uses most of its capacity to translate noise
into a structured image. The remaining 10-20% of steps are used to denoise the
image in a fairly input-agnostic way. This perspective is further validated by
successfully replacing the denoting steps with a denoising autoencoder, showing
that this modular structure is indeed present. My only comment on this work is that,
while the work on Generalized DAEs by Bengio et al. [2013] is mentioned, | thought
their proposed ‘walk-back’ training procedure might be quite related to the proposed
DAED model, as it also applies several steps of noise to the input before passing it
into an autoencoder.

2.3. Learning Data Representations with Join Diffusion Models

This work continues the theme of probing and understanding diffusion models,
further investigating the information contained in the intermediate states.
Specifically, this work considers defining a joint distribution (so called ‘hybrid model’)
that models both the features and a label, thereby doing both unsupervised density
estimation as well as classification. The authors propose a clever, U-Net-based



model that sits in the middle of the diffusion process—not at the end, like previous
approaches have done—and transports the intermediate states across the levels of
the ‘U’. The classifier can then use the features obtained at various points of the
diffusion. Impressively, this model demonstrates all of the characteristics that a
hybrid model promises: pure classification and generation, semi-supervised learning,
and transfer learning. Moreover, the authors do this with a sensible, natural
objective, not needing the ‘hacks’ that previous models have needed to balance
generation and classification.

2.4. BinPlay: A Binary Latent Autoencoder for Generative Replay Continual Learning

Continual learning (CL)—the ability for a model to learn from a stream of new tasks,
just as humans do, yet still retain past information—is a hallmark goal of artificial
intelligence. Generative replay is a popular technique for CL, allowing the model to
revisit previous important datapoints so as to not forget the information they
provided. The work described in this section presents an interesting and practical
take on the problem by formulating a generative model with a discrete latent space.
Binary codes representing past data points can be stored and then fetched and
passed to the decoder to obtain the full feature vector, which then can be passed to
the classifier for replay. The experiments demonstrate strong classification
performance in the CL setting and also report the memory footprint, verifying the
motivation to use binary codes. While beyond the scope of the work, it would have
been interesting to see the work better exploit the strong structure of binary codes
to, e.g. organise the latent space into semantic concepts or some other hierarchy.

2.5. Multiband VAE

In this chapter, the dissertation describes a new procedure for unsupervised CL in
which a local model is first trained on the task and then a global ‘translator’ model
aggregates the local encodings. The motivation for such an approach is to cope
with catastrophic forgetting—a key problem when performing CL. In short, the
translator is trained with replay in order to prevent such forgetting. The experiments
demonstrate that the model is competitive-to-superior to other SOTA generative CL
models (in terms of FID score). This demonstrates the utility of this sensible
approach. My only critique is that | wonder if such an approach will be less sample
efficient, especially for later tasks, as the model cannot use information from
previous tasks to help with learning later tasks.



3. Evaluating the Written Document

Overall, the document is in the appropriate format, providing the necessary context
and background information before diving into specific works in the middle chapters.
The document closes with a summary and research questions for future work, which
are appropriate, if a bit short-sighted. | have only two remarks for improvements:
Regarding the E2E-SAE model, | found the description rather algorithmic in that it
describes what the model it doing in a procedural manner. However, | think a more
conceptually ‘cleaner’ presentation is to separately define the generative model, the
inference model, and the training procedure. This makes clear when one could make
alternative choices for each of these building blocks. Secondly, the switch to
continual learning is somewhat abrupt. Perhaps this could be better integrated into
the background on generative models. Alternatively, it could be kept in its current
place but with more, earlier discussion about the connections between generative
modelling and continual learning (what's currently in 7.2). Yet, in summary, | found
the dissertation a pleasure to read. See the appendix for detailed comments on
minor points.

4. Conclusions

The reviewed dissertation of Kamil Deja, MSc., meets the requirements for doctoral
dissertations by the Act on Scientific Degrees and Academic Title of 14 March 2003
(Journal of Laws No. 65) as it presents novel, impactful concepts that push forward
the discipline of Computer Science. This fact is further supported by the prestigious
and selective venues in which the dissertation’s material has already been published
(e.g. Neural Information Processing Systems 2022, International Joint Conference on
Artificial Intelligence 2022). Any critical remarks presented above should not detract
from my incontrovertibly positive assessment. | request that the doctoral degree be
awarded to Kamil Deja, MSc, and due to the prestige and impact the work has
already gathered, | recommend the degree be awarded with honors.

Please do not hesitate to contact me at e.t.nalisnick@uva.nl if you have any further
questions.

Sincerely,

Eric Thomas Nalisnick, PhD



Appendix: Detailed Remarks

p 13: “Normalising flows (Rezende and Mohamed, 2015) and Glows (Kingma and
Dhariwal, 2018) are explicitly trained to map original data samples into a
lower-dimensional manifold through invertible operations”: Firstly, Glow is a type of
normalizing flow, and secondly, | find the statement “map...samples into a
lower-dimensional manifold” a bit misleading since flows preserve dimensionality.
This does happen by introducing inductive biases such as multi-scale architectures,
but the core mathematics does not allow this.

Eq 2.1,2.2,2.3, 2.4, and others: loss functions / optimization objectives should
usually be written as functions of the parameters that one would optimize (theta and
phi, in this case 2.1)

p 26 “we cannot simply propagate a gradient through a random node.”. This is an
overstatement since the reparameterization trick wasn't the first method to
differentiate through samples. For instance, Kingma & Welling could have used the
existing score function estimator (REINFORCE). The contribution is more of
providing a practical, low-variance gradient estimator (with the plus that, when
combined with the variational approximation, made the overall computation graph
look like an autoencoder).

p 28, 48, 61, 85, and others: You give several references in NAME [YEAR] format but
look like they should be in [NAME, YEAR] format.

p 34: The reference to my paper should be ICLR 2019, not 2018. Moreover, I'm not

sure my paper is the best one to cite when describing the effect of the aggregated

posterior. My contribution is more about the aggregated posterior’s effect on 00D
detection. | first learned about the aggregated posterior from the VAE papers that

re-write the ELBO to include a KL term between the aggregated and per-data-point

posteriors, for the purposes of representation learning. This was also discussed in
the VampPrior paper, which pre-dates my ICLR 2019 paper.

Eq 4.3 and 4.4: Could be written in one line instead of two.

Eq 9.1,9.2,9.3: These expressions should be set equal to something



